8种用Python实现线性回归的方法

抛开涉及大量数统的模型分析和检验不说，你真的就能熟练应用线性回归了么?未必!

“宝刀不老”的线性回归

时至今日，深度学习早已成为数据科学的新宠。即便往前推10年，SVM、boosting等算法也能在准确率上完爆线性回归。

为什么我们还需要线性回归呢?

一方面，线性回归所能够模拟的关系其实远不止线性关系。线性回归中的“线性”指的是系数的线性，而通过对特征的非线性变换，以及广义线性模型的推广，输出和特征之间的函数关系可以是高度非线性的。另一方面，也是更为重要的一点，线性模型的易解释性使得它在物理学、经济学、商学等领域中占据了难以取代的地位。

那么，如何用Python来实现线性回归呢?

由于机器学习库scikit-learn的广泛流行，常用的方法是从该库中调用linear_model来拟合数据。虽然这可以提供机器学习的其他流水线特征(例如：数据归一化，模型系数正则化，将线性模型传递到另一个下游模型)的其他优点，但是当一个数据分析师需要快速而简便地确定回归系数(和一些基本相关统计量)时，这通常不是最快速简便的方法。

下面，我将介绍一些更快更简洁的方法，但是它们所提供信息量和建模的灵活性不尽相同。

8种方法实现线性回归

方法一：Scipy.polyfit( ) or numpy.polyfit( )
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numpy.  polyFit (x, y, deg, rcond=None, full=False, w=None, cov=False)
Least squares polynomial fit

Fita polynomial p(x) = p[e] * x**deg + ... + p[deg] of degree deg
squared error.

Parameters: x - array_like, shape (M)
x-coordinates of the M sample points (x[1], (3
y - amray._like, shape (M,) or (M, K)
y-coordinates of the sample points. Several data
by passing in a 2D-array that contains one datase
deg - int
Degree of the fitting polynomial




这是一个最基本的最小二乘多项式拟合函数(least squares polynomial fit function)，接受数据集和任何维度的多项式函数(由用户指定)，并返回一组使平方误差最小的系数。这里给出函数的详细描述。对于简单的线性回归来说，可以选择1维函数。但是如果你想拟合更高维的模型，则可以从线性特征数据中构建多项式特征并拟合模型。

方法二：Stats.linregress( )
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scipy.stats.linregress(x, y=None)
Calculate a linear least-squares regression for two sets

Parameters: x,y : array. like
Two sets of measurements. Both
atwo-dimensional array where of
splitting the array along the lengt
Returns:  slope : float
slope of the regression line
intercept : float

intercept of the regression line
rvalue : float

correlation coefficient





这是一个高度专业化的线性回归函数，可以在SciPy的统计模块中找到。然而因为它仅被用来优化计算两组测量数据的最小二乘回归，所以其灵活性相当受限。因此，不能使用它进行广义线性模型和多元回归拟合。但是，由于其特殊性，它是简单线性回归中最快速的方法之一。除了拟合的系数和截距项之外，它还返回基本统计量，如R2系数和标准差。

方法三：Optimize.curve_fit( )
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scipy.optimize.curve_fit(/, xdata, ydata, po=None, sigma=None, abso|
Jac=None, **kwargs)
Use non-linear least squares to fit a function, f, to data.

Assumes ydata = f(xdata, *params) + eps

Parameters: f: callable
The model function, f(x, ... It must take the i
separate remaining arguments.

xdata : An M-length sequence or an (kM)-shaped
The independent variable where the data is 1
ydata : M-length sequence
The dependent data — nominally f(xdata, ...





这与Polyfit方法是一致的，但本质上更具一般性。这个强大的函数来自scipy.optimize模块，可以通过最小二乘最小化将任意的用户自定义函数拟合到数据集上。

对于简单的线性回归来说，可以只写一个线性的mx + c函数并调用这个估计函数。不言而喻，它也适用于多元回归，并返回最小二乘度量最小的函数参数数组以及协方差矩阵。

方法四：numpy.linalg.lstsq
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numpy. linalg. 1stsq (a, b, rcond=1)1
Return the least-squares solution to a linear matrix equation.

Solves the equation a x = b by computing a vector x that minimi
determined (i.e., the number of linearly independent rows of a ¢
columns). If a is square and of full rank, then x (but for round-of

Parameters: a: (M, N) array_like
“Coefficient” matrix
b - {(M), (M, K)} array_like
Ordinate or “dependent variable’ values.
columns of b
rcond : float, optional





这是通过矩阵分解计算线性方程组的最小二乘解的基本方法。来自numpy包的简便线性代数模块。在该方法中，通过计算欧几里德2-范数||b-ax||2最小化的向量x来求解等式ax = b。

该方程可能有无数解、唯一解或无解。如果a是方阵且满秩，则x(四舍五入)是方程的“精确”解。

你可以使用这个方法做一元或多元线性回归来得到计算的系数和残差。一个小诀窍是，在调用函数之前必须在x数据后加一列1来计算截距项。这被证明是更快速地解决线性回归问题的方法之一。

方法五：Statsmodels.OLS ( )

Statsmodels是一个小型的Python包，它为许多不同的统计模型估计提供了类和函数，还提供了用于统计测试和统计数据探索的类和函数。每个估计对应一个泛结果列表。可根据现有的统计包进行测试，从而确保统计结果的正确性。

对于线性回归，可以使用该包中的OLS或一般最小二乘函数来获得估计过程中的完整的统计信息。

一个需要牢记的小技巧是，必须手动给数据x添加一个常数来计算截距，否则默认情况下只会得到系数。以下是OLS模型的完整汇总结果的截图。结果中与R或Julia等统计语言一样具有丰富的内容。
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Dep. Variable: y R-squared: 1.000
Model: OLS Adj. R-squared: 1.000
Method: Least Squares F-statistic: 9.772e+33
Date: Fri, 08 Dec 2017 Prob (F-statistic): 0.00
Time: 22:38:16  Log-Likelihood: 2.6723e+08
No. Observations: 10000000  AIC: -5.345e+08
Df Residuals: 9999998  BIC: -5.345e+08
Df Model: 1
Covariance Type nonrobust

coef  std err t B>|t| [0.025 0.975]
const -6.5000  1.9e-16 -3.42e+16 0.000 -6.500 -6.500
x1 3.2500 3.29e-17  9.89e+16 0.000 3.250 3.250
omnibus: 8794275.792  Durbin-Watson: 0.000
Prob (Omnibus) : 0.000 Jarque-Bera (JB): 598902.461
Skew: -0.000  Prob(JB): 0.00

Rurtosi: 1.801 Cond. No. 5.77





方法六和七：使用矩阵的逆求解析解

对于条件良好的线性回归问题(其中，至少满足数据点个数>特征数量)，系数求解等价于存在一个简单的闭式矩阵解，使得最小二乘最小化。由下式给出：
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这里有两个选择：

(a)使用简单的乘法求矩阵的逆

(b)首先计算x的Moore-Penrose广义伪逆矩阵，然后与y取点积。由于第二个过程涉及奇异值分解(SVD)，所以它比较慢，但是它可以很好地适用于没有良好条件的数据集。

方法八：sklearn.linear_model.LinearRegression( )

这是大多数机器学习工程师和数据科学家使用的典型方法。当然，对于现实世界中的问题，它可能被交叉验证和正则化的算法如Lasso回归和Ridge回归所取代，而不被过多使用，但是这些高级函数的核心正是这个模型本身。

八种方法效率比拼

作为一名数据科学家，应该一直寻找准确且快速的方法或函数来完成数据建模工作。如果模型本来就很慢，那么会对大数据集造成执行瓶颈。

简单矩阵逆求解的方案更快

作为数据科学家，我们必须一直探索多种解决方案来对相同的任务进行分析和建模，并为特定问题选择最佳方案。

在本文中，我们讨论了8种简单线性回归的方法。大多数都可以扩展到更一般化的多元和多项式回归建模中。

本文的目标主要是讨论这些方法的相对运行速度和计算复杂度。我们在一个数据量持续增加的合成数据集(最多达1000万个样本)上进行测试，并给出每种方法的运算时间。

令人惊讶的是，与广泛被使用的scikit-learnlinear_model相比，简单矩阵的逆求解的方案反而更加快速。

