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引言 

本文主要利用 Python 进行时间序列分析常见算法的运算和展示。系统得介绍了时间序列分

析常见算法（AR、MA、ARMA、ARIMA、SARIMA、ARCH、GARCH）及其之间的联系与区别。时间

序列分析试图理解过去并预测未来。通过时间序列分析技术，我们可以更好地了解已经发生

的事情，并对未来做出更好，更有利的预测。 

基础 

时间序列是按时间顺序索引（列出或绘制图形）的一系列数据点。 

平稳性是我们关注的重点。平稳的时间序列易于预测，因为我们可以假设未来的统计属性与

当前的统计属性相同或成比例。我们在时间序列分析中使用的大多数模型都假设协方差平稳

性。这意味着这些模型预测的描述性统计量（例如均值，方差和相关性）仅在时间序列稳定

时才是可靠的，否则就无效。 

我们一般遇到的大多数时间序列并不是固定不变的。因此，时间序列分析需要我们确定要预

测的序列是否平稳，如果不是，我们必须找到方法对其进行变换以使其平稳（比如差分）。 

自相关：本质上，当我们对时间序列建模时，我们将序列分解为三个部分：趋势，季节性/

周期性和随机性。随机分量称为残差或误差。这只是我们的预测值和观察值之间的差异。序

列相关是指时间序列模型的残差（误差）相互关联时的情况。  

白噪声是最简单的时间序列模型之一。根据定义，作为白噪声过程的时间序列具有连续不相

关的误差，并且这些误差的预期平均值等于零。如果时间序列模型成功地捕获了数据性质，

模型的残差将变得类似于白噪声过程。因此，时间序列分析实际上是在尝试将模型拟合到某

种时间序列模型，以使残差序列与白噪声无法区分。 

我们模拟白噪声过程并进行可视化。下面我们用 Python 编写了一个函数，用于绘制时间序

列并直观地分析序列相关性。 

 

图 1 白噪声序列 

我们可以看到该序列似乎是随机的，并且以零为均值。自相关（ACF）和部分自相关（PACF）

图也表明没有明显的序列相关。下面，我们可以看到 QQ 和概率图，其将我们的数据分布与

正态分布进行了比较。显然，我们的数据是随机分布的，并且看起来应该遵循高斯白噪声。 

随机游走定义如下：随机游走序列是非平稳的，因为观察值之间的协方差是时间相关的。如



果我们建模的时间序列是随机游走，则其无法预测。 

接着，我们用函数模拟随机游走，从标准正态分布中采样。 

 

图 2 随机游走序列 

显然，该随机游走序列不平稳。然而由于： 

xt = xt-1 + wt 

xt-xt-1 = wt 

因此，随机游动序列的一阶差分等于白噪声过程。所以，我们据此对随机游走序列进行一阶

差分。检验如下，其显然是白噪声过程。 

 

图 3 差分后的随机游走序列 

刚刚我们所处理的时间序列为自己生成的数据。接着，我们在实际数据集上进行试验。我们

通过雅虎财经的 API 获取标准普尔 500 指数的 2007~2015 年的数据。对其做一阶差分，其结

果如下： 



 

图 5 SPY 数据进行一阶差分后 

该差分结果很像白噪声。但是，根据 QQ 图和概率图的形状，表明该序列接近正态分布，然

而存在重尾性。这意味着应该有更好的模型来描述实际的价格变化过程。 

线性模型 

线性模型（又称趋势模型）表示可以使用直线绘制的时间序列。基本公式为： 

 

在此模型中，因变量的值由 beta 系数和自变量时间确定。接下来，我们使用人工生成数据

集进行模拟，如下图。 

 

图 6 线性模型 

在这里，我们可以看到模型的残差是相关的，并且呈现拖尾性。分布大致符合高斯分布。在

使用该模型进行预测之前，我们必须考虑消除该序列中存在的明显的自相关。其 PACF 的显

着性表明自回归模型可能是合适的。 

对数线性模型 

该模型与线性模型相似，我们进行类似的分析： 



 

图 7 指数模型 

自回归模型 AR（p） 

当因变量根据自身的一个或多个滞后值进行回归时，该模型称为自回归模型。如下所示： 

 

p 表示模型中使用的滞后变量的数量。例如，AR（2）模型或二阶自回归模型如下所示： 

 

其中，α是系数，ω是白噪声项。在 AR模型中，α不能等于零。接下来，我们模拟一个α

=0.6 的 AR（1）模型： 

 

图 8 AR 模型 

不出所料，我们的模拟 AR（1）模型的分布是正态的。如 PACF 图所示，其存在显著的偏自

相关性，一阶截尾。 

现在，我们可以使用 Python 的 statsmodels 包拟合 AR（p）模型。首先，进行模拟数据的

估计，随后返回估计的 alpha 系数。然后，我们查看拟合模型是否会选择正确的滞后项。如

果 AR模型正确，则估算的 alpha 系数将接近我们的真实 alpha 值 0.6，阶数将等于 1。 



 
看起来估计得很好。接下来我们用 alpha_1 = 0.666 和 alpha_2 = -0.333 来模拟 AR（2）

过程。 

 

图 9 AR(2)数据 

让我们看看是否可以通过模型拟合得到正确的参数。 

 

效果不错。 

移动平均模型 MA（q） 

MA（q）模型与 AR（p）模型非常相似。不同之处在于，MA（q）模型是过去的白噪声误差项

的线性组合，而不是像 AR（p）模型那样的过去观测值的线性组合。MA（q）模型的公式为： 

 

w 是白噪声，E（wt）= 0。接下来，我们使用 beta = 0.6 生成人工数据集，进行模型可视

化。 

 

图 10 MA 模型 

ACF 显示一阶截尾，这表明 MA（1）模型适用于我们的模拟序列。PACF 具有拖尾性。我们现

在尝试将 MA（1）进行模型的拟合。 



 

图 11 MA（1）模型摘要 

该模型能够正确估计系数，0.58 接近我们的真实值 0.6。并且 95％置信区间确实包含真实

值。接着，让我们尝试模拟一个 MA（3）序列，然后使用 ARMA 函数进行三阶 MA 模型拟合，

观察是否可以进行正确的估计。Beta 1-3 分别等于 0.6、0.4 和 0.2。 

 
图 12 模拟的 MA（3） 

 

 

图 13 模型摘要 

该模型能够有效地估计实际系数。95％置信区间还包含 0.6、0.4 和 0.3 的真实参数值。现

在，我们尝试利用 MA（3）模型拟合 SPY 数据。 



 

图 14 模型摘要 

让我们看一下模型残差。ACF 和 PACF 都快速收敛。然而在 QQ 图上有重尾性，使其不是预测

未来 SPY 指数的最佳模型。 

 

图 15  SPY MA（3）模型残差 

自回归移动平均模型 ARMA（p，q） 

ARMA 模型是 AR（p）和 MA（q）模型之间的合并。如果是在量化金融中，AR（p）模型试图捕

获在交易市场中的动量和均值回归效应。MA（q）模型试图捕获以白噪声方式观察到的冲击

效果，这些影响可以被认为是意外事件。模型公式为： 

 

我们用给定的参数模拟一个 ARMA（2，2）流程，然后拟合一个 ARMA（2，2）模型并查看它

是否可以正确估计这些参数。将 alpha 设置为[0.5，-0.25]，将 beta 设置为[0.5，-0.3]。 



 

图 16 模拟的 ARMA（2，2） 

 

 
图 17 ARMA（2，2）拟合结果 

该模型估计到了正确的参数，并且真实参数包含在 95％的置信区间内。 

接下来，我们模拟一个 ARMA（3，2）模型。之后，我们循环遍历 p，q的非平凡数量的组合，

将 ARMA 模型拟合我们的模拟序列。我们根据哪种模型产生最低的 AIC 来选择最佳组合。 

 

通过拟合得到的 AIC 以及对应的模型参数，可以发现其拟合到了正确参数。 

 



图 18  拟合的 ARMA（3，2）模型摘要 

我们看到拟合结果输出了正确的 p、q参数，并且正确估计了模型的参数。但是注意 MA.L1.y

的真实系数 0.5 几乎超出了 95％的置信区间。下面我们观察模型的残差。显然，这是一个

白噪声过程，因此我们确信这是最好的模型。 

 

图 19 ARMA（3，2）最佳模型残留白噪声 

接下来，我们将 ARMA 模型应用到 SPY 数据集（之前的章节提到过）上。根据遍历 p 和 q，

我们找到了最低 AIC 下的最优参数组合： 

 
可以得到最优参数为 4,3。我们总结模型。 

 

图 20  SPY 最佳模型模型 

 



 

图 21  SPY 最佳模型残差 

ACF 和 PACF 没有显示出显著的自相关。QQ和概率图显示残差近似高斯分布，但呈重尾分布。

然而该模型的残差看起来不像白噪声。原因可能是模型未捕获的明显的条件异方差（条件波

动）的部分（2009 年和 2012 年）。 

自回归综合移动平均模型 ARIMA（p，d，q） 

ARIMA 是 ARMA 模型类别的自然扩展。如前所述，许多时间序列不是平稳的，但是可以通过

差分使它们平稳。当我们对高斯随机游走进行一阶差分并证明它等于白噪声时，即是完成了

这一过程。换句话说，我们进行了非平稳随机游走，并通过一阶差分将其转换为平稳的白噪

声。 

在下面的示例中，我们遍历（p，d，q）阶的平凡组合，以找到最佳的 ARIMA 模型以适合 SPY

数据。我们使用 AIC 评估每个模型。我们得到最优参数。 

 

最优模型的差分项为 0。下面，我绘制了模型残差。结果基本上与我们上面拟合的 ARMA（4，

3）模型相同。显然，这个 ARIMA 模型也没有解释该序列的条件波动率。 

 

图 22 SPY 最佳模型残差 

现在，我们可以对未来的数据进行简单的预测。除了预测准确值，我们还进行一个区间预测。 



 

 

 

图 23 SPY 数据预测 

自回归条件异方差模型 ARCH（p） 

ARCH（p）模型可以简单地看作是应用于时间序列异方差的 AR（p）模型。也可以看做，我们

在时间 t处的方差取决于先前方差。以下为 ARCH(1)模型。 

 
我们可以将模型表示为： 

 

根据上式，我们可以模拟 ARCH(1)模型： 

 

图 24 模拟 ARCH（1）过程 



广义自回归条件异方差模型 GARCH（p，q） 

简而言之，GARCH（p，q）是应用于时间序列异方差的 ARMA 模型，即它具有自回归项和移动

平均项。AR（p）对残差的方差（误差平方）建模。基本的 GARCH（1，1）公式为： 

 

w 是白噪声，而 alpha 和 beta 是模型的参数。而且 alpha_1 + beta_1 必须小于 1，否则模

型不稳定。我们可以在下面模拟 GARCH（1，1）过程，参数为 0.2,0.5 和 0.3。 

 

图 25 模拟 GARCH（1，1）过程 

接下来，我们看看是否可以使用 GARCH（1，1）模型对以上序列进行参数估计。在这里，我

们利用 ARCH 包中的 arch_model 函数。经过试验发现估计的参数值均落入置信区间内。 

 
图 26 GARCH 模型拟合摘要 

现在我们使用 SPY 数据做一个示例。流程如下： 

1.通过 ARIMA（p，d，q）模型的组合进行迭代，选择最优模型。 

2.根据具有最低 AIC 的 ARIMA 模型选择 GARCH 模型。 

3.将 GARCH（p，q）模型拟合到我们的 SPY 数据集。 

4.检查模型残差和平方残差以进行自相关。 

首先，得到最优参数： 



 
模型残差： 

 

图 27 GARCH 模型 

其对应的 GARCH 模型。我们可以看出，下方图形类似于白噪声，经过检查 ACF 和 PACF 可以

看出，我们已经实现了良好的模型你和，由于平方残差中没有明显的正相关。 

 

图 28 GARCH（3，2）模型残差 

时间序列分析预测以 SARIMA 为例 

数据集 

在这里，我们采取了某城市电力负荷月度数据集，并将其划分为训练集和测试集。 

 

图 29 数据集  



求解最优参数 

在处理季节性影响时，我们利用季节性 ARIMA，表示为 ARIMA(p,d,q)(P,D,Q)s。这里，(p, 

d, q)是上述非季节性参数，而(P, D, Q)适用于时间序列的季节分量。s是时间序列的周期

（季度为 4，年度为 12 等等）。由于涉及诸多参数，所以我们采用枚举法求得最优的模型参

数（在 R 语言中，实现了模型的自动定阶，但并未移植到 Python 中，所以这里我们手动求

解）。 

我们使用“网格搜索”来迭代地探索参数的不同组合。对于参数的每个组合，我们拟合一个

新的季节性 ARIMA 模型，并评估其整体质量。 

通过训练求解出最优参数：AIC 最小时：ARIMA(1, 1, 1)x(1, 1, 0, 12)12 - 

AIC:515.925486295917 

训练过程： 

 

 

图 30 网格搜索  

模型检验 

 

图 31 模型检验  

残差近似为白噪声序列，QQ 图显示近似服从正态分布，模型检验通过。 

模型预测 

在模型预测方面。我们先在训练集上进行预测，并检查其误差。预测 2017 年的月度数据： 



 

图 31 在训练集上预测  

得到误差 RMSE：23113.32，MAPE:14.5%。其预测效果不错，于是我们在测试集上预测 2018

年的月度数据： 

 

图 31 在测试集上预测  

在测试集上得到误差 RMSE：16424.76，MAPE:9.13%。可以看出，SARIMA 获得了非常好的效

果。 

代码 

本文的代码均可以在我的 Github 上获取： 

其他章节： 

https://github.com/stxupengyu/time-series-

analysis/blob/master/time_series_analysis_prediction.ipynb  

SARIMA 章节： 

https://github.com/stxupengyu/SARIMA/blob/master/ts-predict-lord.ipynb 
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